Modelos GARCH

Los modelos tradicionales miden el riesgo en términos de la volatilidad, aunque suponen una volatilidad incondicional sin patrones identificables. Empíricamente se han observado las siguientes caracteristicas de los retornos de los activos que incompatibles con los modelos tradicionales empleados usualmente:

· Distribución de retornos con colas gordas (ó “Fat Tails”) muy leptocúrticas

· Heterosedasticidad (con episodios de “Volatility Clustering”)

A continuación vamos a analizar una familia de modelos que predicen la volatilidad condicional de los activos (condicional a la información acumulada  a t-1). Un modelo de series de tiempo tradicional para los retornos es el AR(p):
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(1)

Si quisieramos no solo predecir el nivel de rt sino también su varianza  podríamos proponer que la volatilidad condicional de et siga un proceso caracterizado por:
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(2)

en vez del indicado en la ecuación (1). Empíricamente se ve que para la mayor parte de las aplicaciones con muestreos finitos, un modelo GARCH(1,1) provee una buena descripción de los datos, siendo su descripción:
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(3)

α + β se denomina la persistencia del modelo (suele ser alto, del orden de 0.97-0.99). Altas persistencias implican que un shock en la volatilidad tarda en disiparse. El coeficiente α  mide cuanto influye una innovación en la volatilidad del día siguiente. 

La varianza incondicional se obtiene planteando
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, resolviendo (3) obtenemos: 
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. Para que el modelo sea estacionario debe ser α + β < 1. 

Considerando el caso particular de tener 
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y cambiando 
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, que a continuación denominaremos el factor de decaimiento, resulta: 
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que es el equivalente al EMWA adoptado por Riskmetrics (demostración en clase). Ellos sugieren , en base a datos empíricos, elegir λ=0.94 para datos diarios, y λ=0.97 para datos mensuales, y elegir una serie de 74 días, obteniéndose así las expresiones compatibles:
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